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Hadoop/Sparkを中⼼とした
データエンジニアリング & 
データサイエンス基盤

有賀康顕, Cloudera株式会社
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⾃⼰紹介
• 有賀 康顕(ありが みちあき)
• Sales Engineer/Field Data Scientist
• お客様がデータを活⽤できるように⼀緒に議論するのが主な仕事

• メーカーの研究所で⾃然⾔語処理/機械学習の研究開発の後、
クックパッドで機械学習を活⽤したプロダクト開発を⾏ってきた
• Ruby/Julia/Machine Learning Casual Talks 等コミュニティも運営 
email: ariga@cloudera.com
            chezou
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なぜ機械学習が再び盛んになったのか？
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AI冬の時代に⽐べ…

1.  ⼤量のデータが利⽤可能に
•  データは差別化の源泉

2.  急速進化を続けるハードウェア
•  ストレージ/メモリ/ネットワーク/
CPU,GPU,TPU/クラウドアーキテクチャ

3.  オープンソースとオープンな論⽂
によるソフトウェアの進化の加速

•  arXivで論⽂が公開された
次の週にOSS実装が公開される
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「データの⺠主化」の加速
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「データの⺠主化」とは
• データを⼀箇所に集めることで、データの活⽤が進む
• エンジニアだけでなく、企画職の⼈たちも
• SQL/BIツールを使い
• 改善のための指標を⾃ら考え、計測をはじめた
•  http://chezou.hatenablog.com/entry/2016/05/05/222046

誰もがデータドリブンで
ビジネスを伸ばす時代へ
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データの⺠主化に⼤事なこと

• 数秒〜数⼗秒で対話的に分析ができる

• 誰でもクエリを⾃由に試せる

• どこにどんなデータがあるかがわかる

• 出来たこと、得られた知⾒をシェア

• データの権限を気にしない

• 気軽に相談できる仲間がいる
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Clouderaがお⼿伝いするデータの⺠主化

• 数秒〜数⼗秒で対話的に分析ができる

• 誰でもクエリを⾃由に試せる

• どこにどんなデータがあるかがわかる

• 出来たこと、得られた知⾒をシェア

• データの権限を気にしない

• 気軽に相談できる仲間がいる

→ Apache Impala (incubating)

→ Hue

→ Cloudera Navigator

→ Hue

→ Apache Sentry/RecordService (beta)

→ あなたがインフルエンサーに！
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上司に
「機械学習でいい感じの成果を」
と⾔われたら
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まず「データの⺠主化を進めま
しょうと」と答えましょう
データがなければ何も始まりません	
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データサイエンティストがいれば
いい感じに解決してくれる？
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いえいえ、魔法の箱ではありません
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Source:	Drew	Conway,	“The	Data	Science	Venn	Diagram”	

伝統的なデータサイエンスのベン図
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「データサイエンティストは
 50〜80%の時間をデータ収集と
 前処理に費やしている」
NY	Times,	2014	h/p://ny5.ms/1t8IzfE	
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データエンジニアリングとデータサイエンス

https://medium.com/@KevinSchmidtBiz/b68d201364bc 
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データサイエンスのワークフローの例

Metadata	Management	

Ingest	 Processing	

Developer	Tools:	IDEs,	Notebooks,	SCM	 Opera5ons	Tools:	Scheduling,	Workflow,	Publishing	

Data	Management	 Explora0on	/	Model	Development	
(Feature	Engineering,	Training,	Tes5ng)	

Produc0on	/	Model	Deployment	
(Scoring	and	Serving)	

Feature	
Engineering	

Visualiza5on	
and	Analysis	

Batch	Scoring	

Online	Scoring	

Model	Quality	&	
Performance	

Experiments	 Serving	

Storage	

User:	Data	Engineer	 User:	Data	Scien5st	 User:	Data	Engineer	/	Applica5on	Developer	

Produc'on	
Data	Pipelines	

Model	Training	
&	Tes5ng	
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成功させるためのチームづくり

• プロダクトに関するドメイン知識を持った⼈

• 統計や機械学習に明るい⼈

• 分析基盤を作れるエンジニアリング能⼒のある⼈

• 失敗してもかまわないとリスクを取ってくれる責任者

• データに対する嗅覚があればなおよい
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Hadoop/Sparkエコシステムの
データサイエンス
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Hadoop上でのデータサイエンス

プログラミング⾔語 データ
エンジニアリング 予測モデル開発 スコアリング・

サービング

SAS	 SAS/ACCESS	 SAS	HPA/VA	 N/A	on	Hadoop	

R	
Desktop:	dplyr	

Cluster:	H2O,	sparklyr*,	
MSFT*,	SparkR*	

Desktop:	various	
Cluster:	H2O,	sparklyr*,	

MSFT*,	SparkR*	
N/A	

Python	 Desktop:	pandas	
Cluster:	PySpark	

Desktop:	scikit-learn	
Cluster:	PySpark,	H2O	 N/A	

Scala/Java	 Spark	 Spark	MLlib	 DIY	(Spark+Streaming,	
Impala/Hive,	Solr,	HBase)	
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データサイエンスのワークフローの例

Metadata	Management	

Ingest	 Processing	

Developer	Tools:	IDEs,	Notebooks,	SCM	 Opera5ons	Tools:	Scheduling,	Workflow,	Publishing	

Data	Management	 Explora0on	/	Model	Development	
(Feature	Engineering,	Training,	Tes5ng)	

Produc0on	/	Model	Deployment	
(Scoring	and	Serving)	

Feature	
Engineering	

Visualiza5on	
and	Analysis	

Produc'on	
Data	Pipelines	 Batch	Scoring	

Online	Scoring	

Model	Quality	&	
Performance	

Experiments	 Serving	

Storage	

User:	Data	Engineer	 User:	Data	Scien5st	 User:	Data	Engineer	/	Applica5on	Developer	

HBase

Spark
Streaming

Impala/
Spark MLlibFlume/

Kafka
Hive/
Spark

Spark MLlib

HDFS / Kudu / HBase

Model	Training	
&	Tes5ng	



21© Cloudera, Inc. All rights reserved.

Spark での K-Means クラスタリングの処理例
val df = spark.sql(" !

select * from transactions !
where customer.income >=" + income + " !
and transaction.amount >=" + amount) !

val vectors = df.map(r => { !
// pick column values to make up clustering vectors !

}) !
!
 val kmeans = new KMeans().setK(numClusters).setSeed(1L) !
val model = kmeans.fit(vectors) !
println("Cluster Centers: ")!
model.clusterCenters.foreach(println) !
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クラスタリングの結果

•  データが密なエリアを特定
(逆にデータが存在しないエリアを特定）

•  特異値 = どのクラスターからも離れている
•  教師無し学習
•  改善、解釈のためにラベルを教師として与える

https://www.youtube.com/watch?v=TC5cKYBZAeI
(Sean Owen on Anomaly Detection with Apache Spark)

例:預⾦額/⽉

例:引き出し額/⽉

Image by Chire, CC BY-SA 3.0, https://goo.gl/Rzwwem



23© Cloudera, Inc. All rights reserved.

⽇々進化をしつづける Spark MLlib
Spark 上の主要な機械学習アルゴリズムの集成

主なアルゴリズム：
• 分類： ロジスティック回帰、ブーステッドツリー、ランダムフォレスト など
• クラスタリング： k-means、潜在的ディレクレ配分法 (LDA)
• レコメンデーション： 交互最⼩⼆乗法 (ALS) 
• 次元削減（圧縮）： 主成分分析 (PCA) 、特異値分解 (SVD)
• 特徴エンジニアリングおよび特徴選択法： TF-IDF, Word2Vec, Normalizer 
など
• 統計機能： カイ⼆乗検定、ピアソンの相関係数など
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Can make point
to “hybrid”

MSSP
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Cloud Nativeなデータサイエンス

• Hive/Spark/Hive on Spark with S3
• S3 のデータを直接 ETL 処理
• 予測モデルの構築・バージョニングも容易

• Impala with S3
• S3 に保存したテーブルに直接 SQL でクエリが投げられる
• Python と Ibis と scikit-learn による素早いプロトタイピング

オブジェクトストレージ

対話的な分析を柔軟に⾏い
フローが確定したら容易にバッチに移⾏可能
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Demo
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機械学習の業務フロー
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機械学習(教師あり学習)をざっくり⾔うと

⼊⼒

モデル

出⼒

学習フェーズ

⼊⼒ モデル 出⼒予測フェーズ
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機械学習の業務フロー
1.  問題を定式化する
2.  機械学習をしなくて良い⽅法を考える
3.  システム設計をする
4.  アルゴリズムを選定する
5.  学習データ（特徴量）の設計をする
6.  実データの収集と前処理をする
7.  学習・パラメータチューニング
8.  システムに組み込む

Step.4〜7を繰り返し
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1. 問題を定式化する
• 解きたい課題について仮説を⽴て、⽬的と何をすればよいかを明確にする
•  森⽥「仮説検証とサンプルサイズの基礎」 
http://techlife.cookpad.com/entry/2016/09/26/111601

良い例）
•  売上を上げるために、ユーザー毎におすすめ商品を提⽰する
•  ⼯場の電⼒消費量を最適化するために、消費電⼒を予測する

悪い例）
•  とにかく有料会員の数を増やす
•  Deep Learning で凄いことをする
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2. 機械学習をしなくて良い⽅法を考える
• 機械学習は「⾼利⼦の技術的負債がたまるクレジットカード」

•  D. Sculleyら “Machine Learning: The High Interest Credit Card of Technical Debt”, 2014

やりたいことは…
• 機械学習が向きの課題か？
• ⼤量のデータに対して、⾼速に安定して判定したい？
• 100%正解は諦められるか？

• 別の⽅法は？ MVP (Minimum Viable Product) は作れるか？
• 例）クロス集計でユーザーをセグメント分けではダメ？
• 例）既存ツールの機能（SolrのMoreLikeThisなど）では？ MVPからはじめる
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3. システム設計をする 
• 問題の定式化とMVPも作れたら、機械学習を含めたシステム設計をする
• 予測はバッチかニアリアルタイムか？
• 予測結果はどうサーブし、誰が使うのか？

• 100%正解する予測はないので、誤りを許容できるシステム設計にする
• 例）すべて⾃動化するのではなく、⼈⼿のチェックを設ける
• 例）誤判定をユーザーからフィードバックしてもらえるようにする

• 始める前に撤退ラインを決めておく（サンクコストによるバイアスを避ける）

• 例）1ヶ⽉半で90%以上の予測性能が出なければ諦める
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Step.4-6は⾶ばします…

1.  問題を定式化する
2.  機械学習をしなくて良い⽅法を考える
3.  システム設計をする
4.  アルゴリズムを選定する
5.  学習データ（特徴量）の設計をする
6.  実データの収集と前処理をする
7.  学習・パラメータチューニング
8.  システムに組み込む



35© Cloudera, Inc. All rights reserved.

7. 学習・パラメータチューニング
• ⼀番楽しい時間です

• ⼈⼒・ルールベースといったベースラインを決めて、まずそれを超える
• 実装はまずは既存のライブラリ/フレームワークのものを使う
• ⼤抵データバグが⾒つかるので、簡単な⼿法で素早く学習する

• ⾮常に良い結果(99.9%!)が出たら、必ず疑う
• テストデータに訓練データが混ざり過学習していないか？
• 特徴量に正解の情報が含まれるleakageが起こっていないか？

⽬標性能未満なら「4. アルゴリズムを選定する」に戻る
→ サイクルを素早く回す
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8. システムに組み込む
• おめでとうございます！最初の⼀歩クリアです

• 予測性能の推移は？ビジネスインパクトは？
• 計測と改善を続けます

• 注意：
ここでデータサイエンティストが担当を外されるプロジェクトは
やがて来る外部環境の変化により予測性能が悪くなり
間違いなく失敗します
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機械学習の実システムにおける
問題点
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実システムの機械学習特有の問題
• 確率的な処理があるため⾃動テストがしづらい
• ⻑期運⽤していると⼊⼒の傾向が変化する
• 処理のパイプラインが複雑になる
• データの依存関係が複雑になる
• 実験コードやパラメータが残りやすい
• 開発と本番の⾔語/フレームワークが異なりやすい

モデルの更新容易度⤵

システムの複雑度⤴

予測性能のみを追い求めて
メンテナンス性が下がりやすい
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継続的な改善をしやすくするために
• 変化を前提とした設計をする
• 予測性能とビジネス上のKPIをモニタリング
• ゴールド・スタンダードを⽤意して予測性能のしきい値を設ける

• アルゴリズムのA/Bテストができるようモジュール化
• モデルのバージョン管理をしていつでも切り戻し可能に

• 開発のスピードを殺さない設計をする
• 開発と本番の⾔語/フレームワークは揃える
• ⼀般的なライブラリの⽅が、属⼈性が上がらなくて良い

• ⼀連の処理をデータパイプラインとして保持する
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データパイプラインを保持するとは

訓練
データ

単語分割 単語
カウント

ロジスティック
回帰

テスト
データ

予測データ

学習
フェーズ

予測
フェーズ

教師
データ特徴抽出 予測モデル

単語分割 単語
カウント

ロジスティック
回帰

特徴抽出 予測モデル

予測データ

最適なパラメータと共に保持・再利⽤が可能
scikit-learnで広く普及し、Sparkにも展開
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Spark 2.0 でのコード例

def predict(words): !
spark = SparkSession.builder.master('local').appName('mlserver').getOrCreate() !
model = PipelineModel.load("lr.model") !

!
input_data = spark.creteDataFrame([(1L, words),], ['id', 'text']) !
new_rows = model.transform(input_data).select('id', 'text', 'prediction') !
prediction = new_rows.collect()!
return prediction !

def train (input_data): !
    tokenizer = Tokenizer(inputCol='text', outputCol='words') !
    hashingTF = HashingTF(inputCol=tokenizer.getOutputCol(),outputCol='features') !
    lr = LogisticRegression(maxIter=100000, regParam=0.3, tol=0.1) !
    pipeline = Pipeline(stages=[tokenizer, hashingTF, lr]) !
!
    model = pipeline.fit(input_data) !
    model.write().save('lr.model') !

1. パイプラインを作り

2. パイプラインを保存すると

3. パイプラインごと再利⽤できる
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機械学習の問題に対するSparkのメリット
• 開発と本番の⾔語/フレームワークは揃えられる
• データサイズが変わっても同じコードで学習・予測できる
• 開発環境、本番環境（バッチ、ストリーミング）でも同じコード

• ⼀連の処理をデータパイプラインとして保持できる
• Pipeline APIを使えば前処理から予測までを保存/再利⽤できる
→モデルのバージョン管理もしやすくなる
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Question?
ariga@cloudera.com	


